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Motiváció

● Jelek feldolgozása neurális hálózatokkal
● Mit lát a számítógép?

● Képfeldolgozás / neurális hálózat 
alkalmazásának célja:

● Megtalálni, mely pixelek,
mely jellegzetességek, 
ún. feature-k alapján tudom 
eldönteni a diagnosztikai kérdést, 
vagy kiszámolni a diagnosztikai 
paramétert!   



Probléma

● Minden pixel a feldolgozás szempontjából egy független adat-dimenzió 
● Egy 128x128-as kép esetén a bemeneti adatom 16384 dimenziós!

● Kérdés: Melyik releváns közülük?
● Deep Learning: Bízzuk a hálózatra a relevancia elbírálását!

Példa a probléma megértéséhez: 
● Tegyük fel, hogy a hálózat első rejtett rétegében 100 neuron van
● Ez összesen 100 * 16384, azaz 1 638 400 súlyt jelent önmagában (bias nélkül)
● A fully connected hálózatok rosszul skálázódnak a felbontással:

● A paramétertér túl nagy a tanítás ésszerű megvalósításához
● Nagy lesz a veszélye a túltanulásnak: 

hálózat megtanulja a mintákat, kicsi lesz az általánosító képessége



Konvolúció



Konvolúció

● Matematikai művelet:
● A feldolgozandó jelemet többször megszorzom egy másik jellel, úgy, hogy 

közben a szorzáshoz használt jelet eltolom
● Az eredményt az eltolás függvényében ábrázolom



Konvolúció alkalmazása két dimenzióban



Konvolúció 
alkalmazása 
klasszikus 
képfeldolgozási 
feladatokra

● Gyakori a klasszikus jelfeldolgozásban
● Segítségével a jel különböző tulajdonságai/jellemzői

(pl. élek) kiemelhetők



Konvolúció használata neurális 
hálózatokban

Dimenziócsökkentés:
● Konvolúció alkalmazásával a feldolgozott adathalmaz dimenziószáma csökken, 

pl. egy 3x3-as kernel 2 pixellel csökkenti a felbontást mindkét dimenzióban

Feldolgozási csatornák használata:
● Több kernel párhuzamos használatával feldolgozási csatornák hozhatók létre
● A csatornák különböző feature-re tanulhatnak rá

Pooling művelet:
● Konvolúció felbontás csökken, de ez még mindig nem elég hatékony
● Lineáris redukció helyett legyen exponenciális dimenziószám csökkentés:
● A pooling egy ilyen művelet 



Pooling



Pooling



Pooling

● Klasszikus pooling művelet - a felbontás felezése: 
● Az eredeti kép pixeleit 2x2-es csoportokban kiátlagolják

● Klasszikus képfeldolgozási analógia: 
● ún. rank szűrők: pixelértékek statisztikai tulajdonságai alapján szűr

● Pooling tulajdonságai:
● Exponenciálisan redukálja a dimenziószámot
● A kernel méretével arányos csökkentés 

● Pooling típusai:
● Avg Pooling: a pixelcsoport átlagát veszi
● Max Pooling: a pixelcsoport maximumát veszi
● Min Pooling: a pixelcsoport minimumát veszi



Hálózati architektúra



A konvolúciós neurális hálózat (CNN) 
jellemző felépítése



Egy alap architektúra

● 1. réteg: konvolúciós
● 2. réteg: pooling
● 3-4. réteg: konvolúciós + pooling rétegpáros (ha szükséges még redukció) 
● Eredmény kinyerése: (fully connected architektúra)
● ún. flatten réteg: a 2D --> 1D konverzió;
● ún. softmax réteg: eredmény normálása úgy (az összeg egy lesz)



A konvolúciós réteg

● A CNN hálózatokban több konvolúciós réteget használunk
● Konvolúció réteg megadása: 

● Nem a neuronok számát, hanem a kernel méretét kell megadni
● A hálózat a tanítás során a kernelben szereplő súlyokat fogjuk 

meghatározni
● A konvolúciós rétegnek is van aktivációs függvénye



A pooling réteg

● A hálózati topológiában pooling réteg lesz
● A pooling rétegnek nincs tanítható paramétere
● A működési módját meg kell adni:

● min, 
● max, vagy 
● avg.





Számos CNN architektúra létezik

● Természetesen ettől az architektúrától eltérő megoldások is vannak
● Különböző feladatokra specializált hálózati topológiák léteznek

● Fontos CNN típus, amikor a feladat kimenete is kép formátumú:
● ekkor a fully connected rész után szintén konvolúciót használunk, de 

„fordítva”.
● Az ún. dekonvolúció segítségével állítjuk elő 

a feature-kből a kimeneti képet, néha az eredeti kép 
pixelértékeinek felhasználásával.



Konkrét 
architektúrák



Unet

● Fully convolutional neural network: 
Teljesen konvolúciós, nem tartalmaz 
fully connected réteget

● Encoder-decoder részekre tagolódik
● Encoder rész: 

● dimenzió csökkentés
● Decoder rész:

● Dimenzió növelés
● Szemantikus szegmentációs 

feladatok megoldására
● Kifejezetten orvosi területre szánták
● Alkalmazási példák:

● Foggyökér szegmentáció
● Máj szegmentáció
● Vese szegmentáció



Szemantikus 
szegmentáció

● Összetett képfeldolgozási feladat
● Szegmentáció: 

● Egy kép bizonyos tulajdonságú pixelinek megjelölése
● A hálózat szempontjából felfogható pixelenkénti osztályozásként
● Következmény: 

● a hibafüggvény is pixelenként számított érték
● Szemantikus szegmentáció:

● Komplex szabályrendszerrel definiálható, az adott pixelek mély elemzése, ill. 
azokon „mért jel” értelmezése alapján lehet döntést hozni 



Unet – szegmentálási példa, 
foggyökércsatorna felismerése

   Bemenet Tanító maszk Hálózat kimenete Hiba



Vnet

● Ugyan az az elv, 
mint az Unet-nél

● 3D adatok 
feldolgozására 
optimális
● Bemenet és 

kimenet 3D 
adathalmaz 



Visszacsatolt 
neurális hálózatok



Visszacsatolt hálózatok: 
adatszekvenciák elemzésére

● Adat szekvenciák feldolgozására kidolgozott hálózattípus
● Adat szekvencia:

● Futó paraméterhez (pl. idő) tartozó adatelemek
● Az adatelemek az adatsorban előttük elhelyezkedő adatelemektől 

függenek 
● Egyszerű példa: COVID fertőzöttek száma Magyarországon

● Hasonló feladat a klasszikus feed forward network-nek nehézséget okoz:
● Pl: Elutaztam a barátaimmal Kanadába.   vs 

     Kanadába utaztam el a barátaimmal.
● Tartalmában nagyon hasonló, az FFN háló számára teljesen különböző  

● A FFN erősen pozíció érzékeny!
● A visszacsatolt hálózatok hatékonyan tudják elemezni az adatszekvenciákat

● Másik megoldás lehet konvolúció használata, ami eltolás invariáns, de 
erről máskor...



Visszacsatolt hálózatok 
használatának háttere

● Az ötlet ugyanaz, mint a konvolúciós hálózatoknál a kernel használata
● Tegyük fel, hogy létezik egy f függvény (generális függvény, paramétere 

megosztott), ami segítségével a sorozat minden eleme (s(t)) előállítható az 
előző elemből

● Ilyenkor a sorozat generálható az f függvény rekurzív alkalmazásával, ami a 
hálózat visszacsatolásának felel meg

● Pl.: s(3) előállítása:



Visszacsatolt hálózatok működése:
kifejtés (unfold)

● Hogyan működik a visszacsatolt hálózat?
● Egy adott véges példányban a hálózatot kifejtjük a visszacsatolás szerint

● Ez olyan mintha a hálózat annyi példányban futtatnánk, amilyen hosszan 
kifejtettük

● A kifejtéskor előállított példányok mindegyike bemenetként megkapja az 
előző csomópont állapot kimenetét





Visszacsatolt 
hálózati típusok 

● RNN: Recurrent Neural Network
● tanh() alkalmazó visszacsatolt hálózat
● Probléma, hogy milyen hosszú a hálózat memóriája, hány elemig képes az  

RNN figyelembe venni a korábbi bemeneteket?

● LSTM: Long Short Term Memory 
● A visszacsatolt RNN egységben különböző aktivációs függvények 

felhasználásával számoljuk ki az állapotot tartalmazó kimenetet 
● Ezek kapcsolatait is súlyozzuk
● Az aktivációs lehetővé teszi a hálózat különböző időtávon történő 

felejtését
● Pl. ha egy sorozat sok-sok alsorozatból áll, elég csak az alsorozatban 

akkumulálni az információt
● A csomópontok működését kapuk szabályozzák, amiket a bemeneti adat 

működtet



Standard RNN



Szerepel egy ún. forget gate which ami feltételesen engedi az információt át. 
(sigmoid layer + pointwise multiplication)

Long Short Term Memory (LSTM)



1. Forget gates get rid of irrelevant information

Long Short Term Memory (LSTM)



2. Store relevant information from current output in the cell state

Long Short Term Memory (LSTM)



3. selectively Update cell state

Long Short Term Memory (LSTM)



4. Output gates returns a filtered version of the cell state 

Long Short Term Memory (LSTM)



Példák



  

Osztályozás konvolúciós neurális 
hálózattal



  

Osztályozás konvolúciós neurális hálózattal: 
Példák bemeneti adatokra 

● Tanító adathalmaz:
60000 kép

● Teszt adathalmaz:
10000 kép

● Kimenet:
10 kimeneti osztály:
– Ruházati cikk típus
– pl.: ing, pulóver, kabát, 

cipő stb.



  

Hálózat



  

Osztályozási példák – hálózat osztályozásának 
eredménye



  

Konfúziós mátrix: 
Hány bemenetet osztályozott mely osztályba? 



  

 Tanulás visszacsatolt neurális 
hálózattal - példa



  

RNN példa

● Tanítsuk meg egy visszacsatolt hálózatnak a 
drámaírást!

● Legyen a tanító halmaz a Rómeó és Júlia
● Bemenet egy ún. seed sorozat (pl. egy szó), a hálózat 

pedig folytassa a történetet
● RNN hálózat:

– Rómeó és Júlia regénnyel tanítjuk
– Hálózat kimenete: minde betűhöz hozzárendel egy valószínűséget, 

ami megmondja, hogy az adott karakter milyen valószínűséggel 
lesz a következő karakter 



  

Tanító halmaz: 
Shakespeare: Rómeó és Júlia



  

Tanítás nélküli kimenet



  

Kimenet rövid tanítás után



  

Kimenet hosszabb tanítás után



  

Kimenet további tanítás után



  

Demó

● Google Colab link a demóra:
● https://colab.research.google.com/drive/

1IZbClAjD3YYv3lQQQAPkokrHzC3C8mk0?
usp=sharing

● A notebook utasításait a böngészőben végre lehet 
hajtani!



  

 RNN demó



  

Szegmentálás Unet segítségével

● Képek szegmentálása, macskák és kutyák 
azonosítása

● Google CoLab link a demóra:
● https://colab.research.google.com/drive/

1L20NSqBj1vc--X4CIhE07Y5apaEhILUQ?
usp=sharing

● A notebook utasításait a böngészőben végre lehet 
hajtani



  

Köszönöm a figyelmet!
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